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OZET

MAKINE OGRENME TEMELLI KONUT FiYAT TAHMINLEMEDE META
MODEL UYGULAMASI: CANAKKALE iLi ORNEGI

Cengizhan DUMLU
Canakkale Onsekiz Mart Universitesi
Lisansiistii Egitim Enstitiisii
Bilgisayar Miihendisligi Anabilim Dal1 Yiiksek Lisans Tezi
Danisman: Dr. Ogr. Uyesi Sait Can YUCEBAS

18/07/2022, 40

Makine Ogrenmesi yontemleri giiniimiizde birgok alanda oldugu gibi emlak
fiyatlarinin tahmin edilmesi i¢in de yaygin olarak kullanilmaktadir. Gergeklestirilen
caligmada satilik konut fiyatlarinin tahmin edilmesi i¢in bir meta model gelistirilmistir.
RapidMiner araci kullanilarak gerceklestirilen meta modelde Karar Agaci, Rassal Orman,
Destek Vektor Makinesi ve Yapay Sinir Ag1 yontemleri kullanilmistir. Calismada Canakkale
iline ait satilik konut verileri kullanilmistir. Bu veriler web kaziyici olusturularak aktif olarak
kullanilan bir emlak sitesi lizerinden elde edilmistir. Modelin tahmin basarisinin arttirilmasi
icin elde edilen bu ham veriler belirli veri 6n isleme adimlarindan gegirilmistir. Karar Agaci,
Rassal Orman, Destek Vektor Makinesi ve Yapay Sinir Ag1 yontemleri bir meta model
altinda birlestirilmis ve nihai sonug i¢cin Cogunluk Oylamasi kullanilmistir. Hem meta model
hem de meta model altindaki tiim alt modellerin egitimi ve testi i¢in 10 katmanl ¢apraz
gecerlilik yontemi kullanilmistir. Modellerin en iyi performansi verebilmesi i¢in evrisimsel
optimizasyon temelli hiper parametre optimizasyonu uygulanmistir. ilgili optimizasyonun
performansa katkisin1 gosterebilmek adina tim modeller varsayilan hiper parametre
degerleriyle de kurulmus, optimize edilmis modeller ile performans karsilastirmasi
yapilmistir. Hem alt modeller hem de meta model i¢in optimize edilmis hiper parametrelerle
kurulan modellerin daha yiiksek tahmin performansi gosterdigi goriilmiistiir. Alt modeller
icinde en yiiksek performansi 0,825 korelasyon sayist ile Rassal Orman gostermistir.
Kurulan model 0,836’lik korelasyon ile alt modellerin tahmin performansinin oldukga

iistiine ¢ikmugtir.



Anahtar Kelimeler: Makine Ogrenmesi, Meta Model, Torbalama, Cogunluk
Oylamasi, Optimizasyon, Emlak Fiyat Tahmini



ABSTRACT

META MODEL APPLICATION IN MACHINE LEARNING BASED HOUSE
PRICE ESTIMATION: AN EXAMPLE OF CANAKKALE PROVINCE

Cengizhan DUMLU
Canakkale Onsekiz Mart University
Graduate Education Institute
Master of Science Thesis in Computer Engineering
Advisor: Assistant Professor Sait Can YUCEBAS
18/07/2022, 40

Machine Learning methods are widely used for estimating real estate prices as it is
used in many other domains. In this study, a meta-model has been developed to predict the
prices of houses on sale. Decision Tree (DT), Random Forest (RF), Support Vector Machine
(SVM) and Artificial Neural Network (ANN) were used in the meta-model developed by
using the RapidMiner tool. The data set consists of the houses on sale in Canakkale province.
A web scrapper was developed to retrieve the sale data from an actively used real estate web
site. In order to increase the prediction performance a data preprocessing step was conducted.
A ten-fold cross validation was used to train and test both the base learners and the meta
model. Evolutionary based hyper parameter optimization was used to increase the
performance of the models. In order to show the contribution of the optimization to the
performance, all models were constructed with the default hyper parameter values, and
performance comparisons were made with the optimized models. Base learners and meta
model with optimized hyper parameters showed higher predictive performance. Random
Forest showed the highest performance with a correlation number of 0,825 among the base
learners. The established meta model was well above the prediction performance of the sub-

models with a correlation of 0,836.

Keywords: Machine Learning, Meta Model, Ensemble, Majority Voting,

Optimization, Real Estate Price Prediction
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BIRINCi BOLUM
GIRIS

Insanlar icin en temel gereksinimlerden biri barmmadir. Barmnma ihtiyacinin
karsilanabilmesi adina saglikli, giivenli, ¢evresel faktorlerden izole, konforlu ve kaliteli bir
yasam i¢in konutlara ihtiya¢ duyulmaktadir. Oyle ki yasam standartlar1 yiikseldik¢e konut

bir yatirima, liiks ihtiyaca ya da bireysel tahmin aracinda doniismektedir.

Bir yatirim araci olarak goriilmeye baslamasi ile konutlar, hanehalklari, bankalar,
yatirimeilar ve emlak gelistiricileri icin ilgi odagi haline gelmistir (Schulz ve Werwatz,
2004). Hanehalklar1 biitcelerinin 6nemli bir kismin1 konutlara ayirmaktadir. Konutlara
yapilan yatirimlar sonucunda yiiksek kar beklentisi konut fiyatlarinda artisa sebebiyet
vermektedir. Konutlara olan talebin kisa zamanda karsilanamadigi durumda bu artig giderek
yiikselmektedir. Konut fiyatlarinda meydana gelen fiyat dalgalanmalari iilke ekonomisi ve
sosyoekonomik kosullar iizerinde biiyiik bir etkiye sahiptir. Bu etki hem hiikiimetleri hem
de bireyleri yakindan ilgilendirmektedir (Selim, 2009). Bu nedenle alicilar, saticilar,
yatirimceilar, maliyeti azaltmak ve riski daha iyi yonetmek isteyen finansal kuruluslar, konut

kredisi saglayan bankalar i¢in konutun sahip oldugu gergek degeri bilmek elzemdir.

Tiirkiye’de piyasalarin hareketli olmasi, tiiketici tarafindan tercih edilen 6zelliklerin
cesitliligi ve bu 6zelliklerin fiyat tizerindeki etkisinin tam olarak bilinememesi nedeniyle

satilik konutlar i¢in reel dlctide fiyat tahmini yapmak oldukg¢a zordur.

Ilgili fiyat tahminini otomatik olarak yapabilmek igin literatiirdeki calismalar
Hedonik Yéntem (HY) ve Makine Ogrenmesi (MO) olmak iizere iki temel yaklasim
kullanmaktadir. ilk olarak otomobil sektdriiniin fiyat endeksi icin 1939 yilinda Andrew
Court tarafindan kullanilan (Goodman, 1998) HY, Regresyon Analizi (RA) yardimi ile
miilke ait 6zelliklerin ve niteliklerin belirli degerlerinin toplamini ele alarak her bir 6zelligin
degerini tahmin etmeye calismaktadir (Shimizu vd., 2010). Fiyata etki eden faktorlerin
agirliklandirilmast i¢in gerekli uzman goriisii, degisen varyans durumu, aykiri veri noktalari

ve spesifik model prosediirleri HY 'nin dezavantajlari olarak goriilmektedir (Yazdani, 2021).



MO kendi kendine 6grenebilmesi sayesinde ihtiya¢ duyulan uzman gériisiinii ortadan
kaldirmistir. Konut fiyat tahmini icin MO ile gergeklestirilen calismalarda tek bir yontemin
kullanilmasindan ziyade birden fazla yOntemin performans:t karsilagtirilmaktadir.
Calismalarda Regresyon Modelleri (RM), Destek Vektor Makinesi (DVM), Karar Agact
(KA) temelli yontemler, Rassal Orman (RO) ve Yapay Sinir Ag1 (YSA) yontemleri kullanim
siklig1 ve tahmin performansi ile 6n plana ¢ikmaktadir. RM zaman ve hesaplama maliyeti
acisindan One ¢ikarken dogrusal iligskiye sahip olmayan parametrelerin arasindaki iligkiyi
ogrenmede zayif kaldig1 goriilmektedir. KA yontemi tahmin sonucunun arkasinda bulunan
mantig1 gorsel olarak sunabilmesi ile tercih edilirken tek bir aga¢ yapisina sahip olmasi
dezavantajidir. Bu dezavantaji RO birden fazla aga¢ yapisi ile ortadan kaldirmaktadir.
Tahminin arkasinda bulunan faktorler goz ardi edildiginde dogrusal olmayan problemler igin

DVM ve YSA yontemleri basarili sonuglari ile 6ne ¢ikmaktadir.

Bu tez ¢aligmasinda Tiirkiye’de siirekli degisiklik gosteren satilik konut fiyatlarinin
standartlagtirilmasini saglamak ve satilik emlagin gercek fiyatini tahmin edebilecek bir meta
model gelistirilmesi amaglanmistir. Tek yontem temelli modellerin dezavantajlarini ortadan
kaldirmak ve tahmin performansini artirabilmek i¢in Aga¢ Temelli Yontemler, RM, YSA ve
DVM yontemleri torbalama mantigi ile birlestirilmistir. Meta model icerisindeki alt
modellerin tahmin performansini artirmak adina hiper parametre optimizasyonu yapilmistir.
Tahmin sonuglarinin se¢iminde Cogunluk Oylamasi (CO) yaklasimina bagvurulmustur. En
yiiksek oya sahip tahmin meta model sonucunu olusturmustur. Bdylece model se¢iminde
yasanan belirsizlikler ortadan kaldirilmgtir. Tlgili meta modelin egitimi, testi ve validasyonu
icin Canakkale ilindeki satilik konut ilanlar1 tasarlanan bir web kaziyici ile ¢ekilmistir.
Model sonucunun genellenebilmesi i¢in veriler tek bir tarihte degil, belirli bir tarih araliginda

cekilmisgtir.



IKiNCi BOLUM
KURAMSAL CERCEVE/ONCEKI CALISMALAR

Calismanin bu béliimiinde satilik konut fiyat tahmini i¢in MO yontemlerini kullanan

caligmalar incelenmis ve bu ¢aligmalarin bir 6zeti sunulmustur.

Ecer (2014) konut fiyat tahmini i¢in gerceklestirdigi ¢alismada 2013 yilinda izmir
ilinde satilan 610 konut verisi ve 83 0znitelikten yararlanilmistir. Gergeklestirilen ¢alismada
YSA ve HM karsilagtirilmistir. HM’ye gore konut biiyiikliigii, dusakabin, giyinme odasi,
ankastre mutfak, panjur, sofben, asansor, konutun bulundugu site icerisinde kapali garaj
bulunmasi, konum olarak okula ve iskeleye yakinligi, deniz manzarasi bulunmasi gibi
etkenlerin konut fiyatin1 etkiledigi goriilmiistiir. Model performanslart Kok Ortalama Kare
Hatas1 (RMSE), Ortalama Mutlak Hata (MAE), Medyanin Mutlak Sapmasi ve Theil U

performans 6lg¢iitleri ile degerlendirilmis ve YSA HM’e gore daha bagarili tahmin sunmustur.

Giilagiz ve Ekinci (2017) konut fiyatinin tahmini i¢in gerceklestirdikleri calismada
Dogrusal Regresyon (DR), Kara Agact Regresyonu ve Rassal Orman Regresyonu
karsilagtirmistir. Model olusturmak i¢in veri kiimesi Kaggle sitesinden alinmis ve 1460 farkli
konut ve 79 Oznitelik kullanilmistir. Yontemlerin karsilagtirilmasinda MAE ve Goreli
Mutlak Hata’dan yararlanilmistir. Veri kiimesine 10 kat ¢apraz dogrulama uygulanmis ve

hata metriklerine gore en basarili tahmin DR ile saglanmistir.

Phan (2018) c¢alismasinda Avusturalya’nin Melbourne sehri i¢in 2016-2018 yil
araliklarin1 ele almis ve konutun fiziksel niteliklerinin yaninda farkli ozellikler de
kullanmistir. Bu yillar arasinda satilmig olan 34857 konut ve her konut i¢in yirmi bir
Oznitelik kullanilarak veri kiimesi olugturulmustur. Veri kiimesinde bulunan 6zniteliklerin
yant sira konutun bulundugu konum i¢in enlem ve boylam bilgisi kullanilmigtir. Veri kiimesi
adimsal ve Temel Bilesen Analizi yardimiyla veri én islemeden gegirilmistir. On isleme
sonrasinda konut sayisi yirmi bin ve Oznitelik sayist on bire diisliriilmiistiir. Calismada
dogrusal, aga¢ ve polinom RM, YSA ve DVM ile modeller olusturularak tahmin

performanslari karsilagtirilmistir. Karsilastirma islemi i¢in Ortalama Kare Hata (MSE) hata



metrigi kullanilmistir. Her modelin degerlendirilmesi MSE DR MSE’ye boliinmesiyle en iyi
sonucu veren model 0.56 degerlendirme orani ile Stepwise & tuned DVM olmus ve DVM
modelinin ezberlemeye a¢ik oldugu ortaya konulmustur. Zaman maliyeti dikkate alindiginda

en etkili modelin Polinom Regresyon oldugu gosterilmistir.

Huang (2019) calismasinda ABD’nin Los Angles sehrinin ii¢ ilgesinde yer alan
taginmaz gayrimenkullerin fiyatini analiz etmistir. Egitim ve test asamasinda kullanilan veri
kiimesinde 24156 gayrimenkul verisi ve 18 6znitelik yer almistir. Calismada hem dogrusal
hem de dogrusal olmayan RM, Karar Agaclari, Boosting, RO ve DVM metotlar
kullanilmigtir. Kullanilan veri kiimesi i¢in her model %50 egitim ve %50 test olarak
ayrilmistir. Calismanin ana katkis1 dogrusal modellerin karmagik gayrimenkul verilerinde
ongoriicii olmadig1 ve agag tabanli dogrusal olmayan modellerin en dogru konut fiyat
tahmini yaptigin1 gostermesidir. Agag tabanli modeller 6znitelik sayisi fazla olan modellerde
yiiksek performans sergiledigi ve 6znitelik seciminde sagduyu ile eksiltme yapilmasi zararli

bir durum ortaya koymustur.

Walthert ve Sigrist (2019) gerceklestirdigi kapsamli ¢alismada Isvigre’nin 3471
farkli bolgesi i¢in konut fiyat tahmini gerceklestirmistir. Calismada RM, derin 6grenme ve
gradyan destekli regresyon agaclart modelleri karsilastirmigtir. Veri kiimesi, 2011-2015
yillarini arasinda bulunan 88247 konut verisi ve 14 farkli 6znitelikten olusmustur. Bu veriler
egitim ve test asamasinda kullanilirken model validasyonunun saglanmasi i¢in 2017 yili
verilerinden yararlanilmigtir. MSE ve Ortalama Mutlak Yiizde Hata (MAPE) hata olciitleri
kullanilarak model karsilastirilmasi yapilmis ve karsilagtirma sonucunda MSE=0,0332 ve
RMSE=0,1385 degerlerine sahip Gradyan Arttirma, Derin Ogrenme ve DR tahminlerinin
ortalamasi meta modelin diger biitiin modellerine gdre ¢cok daha iyi performans sergiledigini

gostermistir.

Baldominos vd. (2019) MO yéntemlerini kullanarak konut piyasasmnin ¢ok altinda
olan konut fiyatlarmi tamimlayan bir ¢alisma yapmustir. Calismada Ispanya’nin Madrid
sehrinde yer alan tek bir bolge i¢in 92 adet villa ve 2174 adet apartman dairesi kullanilmistir.
Veri kiimesiyle YSA, K-En Yakin Komsu (KNN), DVM ve Regresyon Agaclari (RA)



kullanilarak modeller olusturulmustur. Olusturulan modeller icin ezberlenme ve taraf
tutmanin 6nlenmesi adina bes katmanli ¢apraz gegerlilik testi uygulanmistir. Yapilan ¢aligma

sonucunda RA diger modellere gore daha iyi performans gostermistir.

Navvaro vd. (2019) Ispanya’daki 433 belediyenin bulundugu bélgeleri kapsayan
790631 konut i¢in ¢calisma gergeklestirmistir. Literatiirde yer alan diger ¢aligmalar yalnizca
sehir veya bir bdlge i¢in yogunlagsmistir. Veri kiimesinde yer alan aykir1 degerler
Mahalanobis Uzaklig1 ile temizlenmistir. Bagging, Boosting ve RO modelleri olusturulmusg
ve model performanslar1 Ortalama Oran, MAPE, Dagilim Katsayis1 (COD) ve Medyan
Mutlak Yiizde Hata kullanilarak degerlendirilmistir. Modeller arasi anlamli bir fark
goriinmese de Bagging ve RO modeli COD ve MAPE degeri acisindan daha iyi performans

sergilemisgtir.

Sevgen ve Tanrivermis (2020) ¢aligmalarinda konut fiyat tahmini i¢in RO yontemi
kullanmigtir. Veri kiimesi i¢in Ankara ilinin Yenimahalle ilgesinde bulunan 189 konut ve bu
konutlara ait on ii¢ 6znitelik kullanilmistir. Calismada 6nemi vurgulanan her daireye ait
konum bilgisi i¢in hastane, okul ve metroya olan uzakliklar hesaplanmis ve veri kiimesine
eklenmistir. RO modelinin sahip oldugu aga¢ sayisi degistirilmis fakat sonuca etki
etmemistir. Model i¢in tek bir egitim ve test kiimesi olusturulmustur. Model performansinin
degerlendirilmesi i¢in yalnizca RMSE kullanilmistir. Konut fiyatim1 etkileyen faktorler

caligma sonucunda belirtilmemistir.

Ahtesham vd. (2020) Pakistan’in Karagi sehri igin gerceklestirilen c¢aligmada
Gradyan Arttirma XGBoost modeli kullanilmigtir. 38961 adet konut verisinin yer aldig1 veri
kiimesi Pakistan’in open data sitesinden elde edilmistir. Veri kiimesinde yer alan yirmi adet
Oznitelik bilgisi Pearson Korelasyonu (PK) kullanilarak fiyat tahmini ile iliskiye sahip
olmayan Oznitelikler ¢ikarilmis ve Oznitelik sayist on dorde diisiiriilmiistiir. Olusturulan
model olusturulurken egitim ve test i¢in ¢esitli oranlara ayrilarak denenmistir. Model i¢in
MAE kullanilarak farkli parametrelerin optimizasyonu saglanmistir. Sonug¢ olarak

olusturulan model %98’lik bir fiyat tahmin performansi gostermistir.



Ho vd. (2020) caligmalarinda Hong Kong’a ait kapsamli bir ¢alisma
gerceklestirmigtir. On sekiz yillik zaman araligina sahip veri kiimesi igerisinde kirk bin adet
konut verisi kullanilmistir. Veri kiimesinde yer alan Oznitelikler KA ile 6n islemeden
gecirilmistir. Calismada RO, DVM ve Gradyan Arttirma Makinesi (GAM) algoritmalari
kullanilarak farkli modeller olusturulmustur. Tahmin dogruluklarinin karsilagtirllmasinda
RMSE, MAPE ve MSE hata olgiitleri kullanilmistir. Tahmin giicli agcisindan RO ve GAM
basarili sonuglar iiretirken zaman maliyeti dikkate alindiginda DVM daha basarili yontem

oldugu goriilmiistiir.

Pai ve Wang (2020) Tayvan’in Taichung sehri i¢in {i¢ yillik bir zaman araligim
kapsayan 32215 konut verisi tizerinde ¢alismistir. Konutlarin bulundugu konumlar kullanim
durumuna gore ii¢ bolgeye ayrilmistir. Konutlar i¢in kullanilan 6zniteliklerin sayis1 PK
uygulanarak on bire indirilmistir. Regresyon Sinir Aglari (GRNN), Geri Yayilim Sinir
Aglar1 (BPNN) ve En Kiigiik Kareler Destek Vektor Regresyonu (LSSVR) yontemleriyle
modeller olusturulmustur. Modeller i¢in parametre ayari1 Genetik Algoritma (GA) ile
saglanmistir. Bu sayede Izgara Optimizasyonu gibi kaba kuvvet yaklagimlarin hesaplama ve
zaman maliyeti azaltilmistir. Veriler her model i¢in %80 egitim ve %20 test verisi olarak
ayrilmis ve bes kat capraz dogrulama uygulanmistir. Modeller Normallestirilmis Ortalama

Mutlak Hata ve MAPE ile test edilmistir. En az hatay1 saglayan model LSSVR olmustur.

Jha vd. (2020) genis zaman araligim1 kapsayan calismalarinda tahmin modelinin
genellestirilmesi i¢in 2010-2019 yillarina ait 94530 adet konut verisi ve her konut i¢in yirmi
oznitelik kullanmistir. Ozniteligin yaninda gayri safi yurtici hasila, tiiketici fiyat endeksi,
etkin federal fon orani ve konut fiyat endeksi gibi sosyoekonomik degerler de veri kiimesine
eklenmistir. Fiyata etki etmeyen Ozniteliklerin elenmesi PK ile yapilmigtir. Lojistik
Regresyon, RO, Voting Siniflandiricis1t ve XGBoost modelleri kullanilmistir. Bu modeller
gecerlilik testi ile egitilmis; dogruluk, kesinlik, geri cagirma, F1 puani ve hata oram
metrikleri kullanilarak karsilastirilmistir. Karsilagtirma neticesinde XGBoost modeli
hesaplama karmasikligi ve zaman maliyeti agisindan en basarili model oldugu ortaya
konulmustur. Calismada kullanilan veri kiimesi 6zelliklerinin bolgelere gore degisiklik
gosterdigi belirtilmis bu yiizden bdlge nazarinda model kurulmasinin tahmin performansini

arttiracagl vurgulanmistir. Caligmanin basarili yonlerine bakildiginda 6znitelik ¢ikarimi
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yapilmasi, capraz gecerlilik kullanilarak modellerin farkli kiimeler {izerinde egitim ve testi,
model karsilastirmasinin farkli metriklerle yapilmis olmasi ve c¢alismanin uzun yillar

kapsamasi elde edilen sonuglarin genellestirilebilirligini arttirmistir.

Zaman vd. (2021) Pakistan’m baskenti Islamabat i¢in satilik konut fiyatlarini farkli
MO yéntemleri kullanarak tahmin etmeye calismistir. Cevrimigi emlak sitesinden web
kaziyic1 kullanilarak olusturulan veri kiimesinde konut verileri i¢in 13 6znitelik, ¢cevresel ve
cografi 6zellikler i¢in 10 adet Oznitelik yer almistir. DVM, Elastik Net, YSA ve Dogrusal,
Bayesian Ridge, Lasso, Pasif Agresif Regresyon, Gradient Boosting regresyon yaklasimlari
kullanilmis ve RM’nin performanslarinin degerlendirilmesinde MAPE, RMSE ve MAE hata
olgiitleri kullanilmistir. MAPE= 1918.49, MAE= 8595.60 ve RMSE= 18209.55 degerleriyle

en basarili tahmin sonucunu DVM ortaya koymustur.

Tabar vd. (2021) gerceklestirdigi ¢alismada Tokat ilinin tek bir mahallesi i¢in 176
adet konut verisi kullanmistir. Veri kiimesi emlak satis sitesinden elde edilmistir. YSA ve
RA ile olusturulan model sonuglart MAPE kullanilarak karsilastirilmistir. Iki modelden elde
edilen dogruluk degerlerine gore YSA %96’lik bir fiyat tahmin basarisi saglarken RA
%95’lik basart oram1 vermistir. Modeller tek bir metrik tizerinden karsilastirilmistir.
Olusturulan modellerin daha iyi karsilastirilabilmesi i¢in gerekli olan hassasiyet ve 6zgiilliik

gibi hata olciitleri kullanilmamigtir.

Yazdani (2021) Colorado eyaletinin Boulder sehri icin gerceklestirdigi ¢caligmada
HM ile YSA, RO ve KNN yontemlerini karsilastirmistir. Modeller i¢in olusturulan veri
kiimesi, Coklu Listeleme Hizmeti ve Devlet Okulu Derecelendirmeleri gibi farkli
kaynaklardan elde edilmis ve 2019 yilina ait 1061 satilik konut yer almistir. Kategorik veri
kullanilmayan modeller i¢in one-hot kodlama teknigi uygulanmistir. Veri kiimesi %80
egitim ve %20 test olarak ayrilmis ve ilgili modeller R Kare (R?), MAPE ve RMSE hata
metrikleri ile degerlendirilmistir. RO modelinin konut fiyat tahmini i¢in etkili bir model
oldugu goriilmiistiir. RO, konut piyasalarimin karmasikligini veya dogrusal olamama

durumunu diger modellerden daha iyi sekilde uygulamstir.



Gergeklestirilen ¢aligmada Tiirkiye’de satilik konut fiyatlarinda sik stk meydana
gelen fiyat dalgalanmasi sonucunda olusan tutarsiz fiyatlandirmanin sonlandirilmasi ve
standartlagtirilmanin saglanmasi i¢in konut fiyatlariin ger¢ek degerinin belirlenmesi
amaclanmustir. {lgili calismalar incelendiginde satilik konut fiyat tahmini i¢in olusturulan
modelin performansina etki eden en 6nemli faktorlerden biri veri kiimesinin dogru bir
sekilde hazirlanmasidir. Bu ¢alismada satilik konut verileri hazirlanirken giincel olarak
kullanilan bir emlak sitesi iizerinden web kaziyici yardimiyla elde edilmistir. Web kaziyici
sayesinde veriler hem eksiksiz bir sekilde elde edilmis hem de zaman maliyeti azaltilmistir.
Veriler belirli zaman araliinda cekilerek model sonuclar1 genellenebilir hale getirilmistir.
Veri kiimesi veri 6n igleme adimlarindan gegirildikten sonra validasyon, egitim ve test
kiimelerine ayrilmistir. Validasyon kiimesi, basarim kriteri i¢in kullanilirken egitim ve test
kiimesi i¢in ¢ok katmanl ¢apraz dogrulama uygulanmistir. Cok katmanli ¢apraz dogrulama
sayesinde veri kiimesinin ezberlenilmesinden kagmilmistir. Bu sayede ¢ikan sonuglarin
giivenilirligi arttirlmistir. Incelenen calismalarda en basarili aga¢ temelli ydntemlerin,
regresyon, YSA ve DVM oldugu goriilmiistiir. KA ve RO yontemleri tahmin sonucunda
olusturdugu gorselligi ile 6ne c¢ikarken dogrusal 6grenme problemleri icin regresyon,
dogrusal olmayan problemler i¢in YSA ve DVM basarili sonuglar iiretmistir. Yiiriitiilen bu
tez calismasinda kullanilan MO yéntemleri igin en uygun parametre segiminin saglikli bir
sekilde gergeklestirilebilmesi i¢in Evrimsel Optimizasyon’dan (EO) yararlaniimistir.
Incelenen ¢alismalarda her yéntem ayri ayri degerlendirilmis veya birbirleri ile
karsilastirilmistir. Gelistirilen meta model sayesinde konut fiyat tahmini tek bir yonteme
bagli kalmaksizin YSA, DVM, KA ve RO yontemi torbalama mantigi ile birlestirilmis ve bu
yontemler CO’ya sokulmustur. Bu iyilestirme sayesinde tahmin sonucu tek bir yonteme

bagli kalmaksizin en yiiksek oy konut fiyat tahmin sonucunu belirlemistir.



UCUNCU BOLUM
MATERYAL VE METHOT

Bu boliimde tez ¢alismasina konu olan meta modelin detaylar: ile ilgili modelin

izerinde ¢aligacagi veri kiimesinin detaylari alt basliklar halinde sunulmustur.

3.1. Materyal

Canakkale il merkezi, 11 ilge ve 105 mahalleye ait satilik konutlar i¢in fiyat
tahmininde kullanilan veri kiimesi 1-11 Subat 2022 tarihleri arasinda aktif olarak kullanilan
bir web sitesinden Python BeautifulSoup kiitiiphanesi yardimiyla web kaziyict olusturularak
elde edilmistir. Elde edilen veri kiimesi igerisinde 942 adet satilik konut ilan1 ve her konut
icin 19 6znitelik yer almigtir. Veri kiimesinde kullanilan 6znitelikler ve dzniteliklere ait veri

tiirleri Tablo 1°de verilmistir.

Tablo 1

Oznitelikler ve 6zniteliklere ait veri tiirleri

Oznitelik Veri tiirii
Fiyat (TL) Sayisal
Konut sekli Kategorik
Oda + salon sayis1 Kategorik
Briit / net m2 Sayisal
Bulundugu kat Sayisal
Bina yas1 Sayisal
Isinma tipi Kategorik




Tablo 1’in devami

Kat sayis1 Sayisal

Krediye uygunluk Kategorik
Esya durumu Kategorik
Banyo sayis1 Sayisal

Yapi tipi Kategorik
Yapinin durumu Kategorik
Kullanim durumu Kategorik
Tapu durumu Kategorik
Cephe Kategorik
Yakip tipi Kategorik
Mabhalle Kategorik
flge Kategorik

Kategorik veri tiiriine sahip verilerin kategorileri Tablo 2’de verilmistir.

Tablo 2

Ozniteliklere ait kategoriler

Oznitelik | Oznitelige ait kategoriler

Min frekans degeri

Max frekans degeri

Konut Daire, miistakil ev, villa, yazlik,

sekli koy evi, bina, dag evi, ¢iftlik evi

1 (Ciftlik evi)

580 (Daire)
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Tablo 2’nin devami

Oda + salon | 3+1, 2+1, 1+1, 4+1, 442, 5+1, 3+2, | 1 (8+1) 298 (3+1)
sayi1s1 5+2, 2+2, 6+1, 1+0, 4+3, 6+2, 6+4,
7+3, 8+1
Isinma tipi Kombi, merkezi, soba, klima, kat | 2  (Dogalgaz | 369(Kombi)
kaloriferi, yerden 1sitma, 1sitma yok, | sobasi)
giines  enerjisi, 1s1  pompasl,
dogalgaz sobasi, belirtilmemis
Krediye Uygun, uygun degil, bilinmiyor 23 (Uygun | 705 (Uygun)
uygunluk degil)

Esya durumu

Esyali, esyal1 degil,

64 (Esyal1)

693 (Esyal
degil)

Yapi tipi Betonarme, kagir, tas bina, | 1 (Celik) 722
prefabrik, yigma, celik (Betonarme)

Yapmin durumu | Sifir, ikinci el, yapim asamasinda, | 4 (Betonarme) | 482  (Ikinci
betonarme el)

Kullanim Bos, ev sahibi oturuyor, kiraci | 18 499 (Bos)

durumu oturuyor, belirtilmemis (Belirtilmemis)

Tapu durumu Kat irtifaki, kat miilkiyeti, arsa 19 (Arsa) 459 (Kat

irtifaki)

Cephe Kuzey, giiney, dogu, bati, giiney- | 10 (Kuzey- | 374 (Kuzey-
dogu, giliney-bati, kuzey-giiney, | giiney-dogu) giiney-dogu-
dogu-bati, kuzey-dogu, kuzey-bati, bat1)

giiney-dogu-bati, kuzey-giiney-bati,
kuzey-dogu-bati, kuzey-giiney-

dogu, kuzey-giiney-dogu-bati
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Tablo 2’nin devami

Yakat tipi Dogalgaz, komiir-odun, | 2 (Akaryakit) | 521 (Dogalgaz)
elektrik, akaryakat

Model olusturmak i¢in elde edilen veri igerisinde sekiz dznitelige ait toplam 1552
adet eksi veri tespit edilmistir. Eksik verilerin sahip oldugu 6znitelikler ve eksik veri sayisi

Tablo 3’de gdsterilmistir.

Tablo 3

Oznitelik ve 6znitelige ait eksik veri sayis1

Oznitelik Eksik veri sayisi

Cephe 369

Bulundugu kat 299

Tapu durumu 237
Yapr tipi 174
Yakat tipi 164

Yapimnin durumu | 146

Kullanim durumu | 140

Kat sayis1 16

Tespit edilen eksik verilerin temizlenmesi igin gerekli adimlarin detaylar1 Veri On

Isleme alt baslhiginda detayl bir sekilde sunulmustur.

12



3.2. Metot

Caligmanin bu boliimiinde her bolgeye uygulanabilecek satilik konut fiyatlarinin

tahmin edilmesi icin gelistirilen Sekil 1°de genel hatlar1 sunulmus meta modelin detaylari

verilmistir.

Satilik Konut ilanlari

Ham Veri Kimesi

\ 4

Veri On isleme

4

Veri Kimesi

P,

Hiper-Parametre Optimizasyonu \

Agag
Temelli
Model

Kara Kutu
Temelli
Model

Regresyon
Temelli
Model

Egitim&Test

Agirlik Siralama

Cogunluk Oylama

\L

)/

» Validasyon

Sekil 1. Satilik konut fiyat tahmini i¢in gelistirilen meta model akis semasi.

flgili meta model YSA, DVM, KA, RO algoritmalarin1 torbalama mantig1 ile

birlestirerek siniflama karar1 ve sayisal sonu¢ tahmini icin CO kullanmaktadir. Model

icerisindeki her bir yontemin en iyi performansi verebilmesi i¢in bu yontemler EO
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algoritmasi ile hiper parametre optimizasyonuna sokulmustur. Meta modelin egitimi, testi
ve validasyonu i¢in gelistirilen web kaziyic1 yardimiyla ¢ekilip veri 6n isleme adimindan
gecirilen veri kiimesi kullanilmistir. Egitim ve test adimlarinda ¢ok katmanli gegerlilik
kullanilmis, modelin validasyonu i¢in bu adimlarda daha 6nce kullanilmamis veri kiimesi

tercih edilmistir.

3.2.1 Web Kaziyici

Gelistirilen modelin saglikli sonuglar iiretmesi i¢in satilik konut verilerinin hatasiz
olarak elde edilmesi olduk¢a O6nem arz etmektedir. HTML ve XML dosyalarinin
ayristirilabilmesi ig¢in gelistirilen Python Beautiful Soup kiitiiphanesi yardimiyla web
kaziyic1 olusturulmustur. Web kaziyict yardimiyla satilik konut verilerinin elde edilme
islemi otomatiklestirilerek hem zaman maliyeti azaltilmigtir hem de veriler hatasiz bir
sekilde elde edilmistir. Aktif olarak kullanilan bir emlak sitesi tizerinden Canakkale iline ait
satilik konut verileri olusturulan web kaziyici ile elde edilmis ve bu veriler excel dosya
formatinda saklanmistir. Fiyat tahmin sonuglarmmin genellenebilmesi i¢in satilik konut
verileri belirli tarih araliginda ¢ekilmistir. Elde edilen ham veri kiimesi veri 6n igleme

boliimiinde anlatilan iglemlerle veri 6n isleme adimlarindan gegirilmistir.

Veri 6n isleme adimlarindan gegirilen veri kiimesi MO yontemlerinde kullanilmak
iizere hazir hale getirilmistir. Olusturulan meta modelde kullanilan KA, RO, YSA ve DVM

yontemleri devam eden alt basliklarda sunulmustur.

3.2.2. Veri On isleme

Genel olarak ham veri kiimesi icerisinde giiriiltiilii, fazla, eksik, aralik disi, hatali
veya tutarsiz veriler yer almaktadir (Cetin ve Yildiz, 2021). Veri igerisindeki bu hatalar,
modelin tahmin sonuglarini negatif yonde etkilenmesi ve dolayisiyla gilivenirliligini
azaltmasi gibi dezavantajlar getireceginden verinin ilgili hatalardan miimkiin oldugunca
arindirilmasi gerekmektedir (Keskin vd., 2019; Oguzlar, 2003). Verideki mevcut hatalarin

ayiklanmasi veri 6n isleme adimi olarak adlandirilir.
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Yapilan bu ¢aligmada Python BeautifulSoup kiitliphanesi kullanilarak olusturulan
web kaziyici ile elde edilen ham veri kiimesinin model olusturulurken kullanilabilmesi i¢in
ham veri kiimesi icerisinde yer alan aykirt verilerin tespit edilip kaldirilmast ve eksik

verilerin giderilmesi ve verinin uygun formata getirilmesi gerekmektedir.

Veri 6n isleme ilk adimi olarak aykiri degerlerin tespiti yapilmistir. Aykir1 veriler
Ceyrekler Arasi Mesafe (IQR) yardimiyla tespit edilmistir. Q4-Q3, birinci ve ligiincii
ceyreklik ve IQR veri noktalariin bulundugu ceyrekler arasinda yer alan mesafedir
(Whaley, 2005). Ozniteliklerin bulundugu kolona ait degerler kiiciikten biiyiige dogru
siralanmig ve bes say1 Ozetini igeren minimum, maksimum, birinci ¢eyreklik, ortanca ve
iiclincli ¢eyreklik degerleri hesaplanmistir (Keskin vd., 2019). Alt ve {ist limit degerleri
belirlenerek bu aralik disinda kalan degerler aykir1 deger olarak alinmigtir. IQR, alt ve iist
limit degerlerinin nasil hesaplandig1 asagida gosterilen esitliklerle (Esitlik 3.1-3.2-3.3)
belirlenmistir (Kannan vd., 2015).

IQR = Q3-0Q4 (3.1)
Alt limit=Q; — 1,5 x IQR (3.2)
Ust limit = Q5 + 1,5 x IQR (3.3)

Oznitelikler ve bu zniteliklere ait minimum, maksimum, birinci ¢eyreklik, ortalama

ve ticlincii ¢eyreklik degerleri Tablo 4’de verilmistir.

Tablo 4

Ozniteliklere ait minimum, ortalama, maksimum ve ¢eyreklik degerleri

Fiyat Briit / Net M2 | Bina yas1 | Kat sayis1 Banyo sayist
Minimum | 62500 35 0 1 1
Q1 550000 100 0 2 1
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Tablo 4’iin Devami

Ortalama 1348081 204,811 10,88 3,644 1.64
Q3 1570000 200 17 5 2
Maksimum | 17000000 4638 217 10 20

Veri dagilimin geyrek degerler yardimiyla gorsellestirme ihtiyacini karsilayan box-
plot yani kutu grafiginde yer alan alt ve iist kenarlar Q;-Q5, aradaki ¢eyrekler aras1 agiklik
IQR, kutu grafiginin ortasinda yer alan ¢izgi ortanca (medyan) degerini, en alt ve st
cizgilerin disinda kalan noktalar ise aykiri degerleri temsil etmektedir. Ornek box-plot

grafigi Sekil 2’de sunulmustur.

Ortanca

1,5 x IQR

oo O O

Ceyrekler aras1 mesafe

/ IQR A klri‘ degerler
Aykir1 degerler = i o

1. Ceyreklik(%?25)

Deger aralig:

Sekil 2. Ornek box-plot grafigi.

Aykiri degerlerin yer aldig: fiyat, briit / net m2, bina yasi, kat sayis1 ve banyo sayis1
Ozniteliklerine ait deger araliklarini gorsellestiren box-plot grafigi asagida yer alan Sekil

3’de (A-B-C-D-E) gosterilmistir.
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Fiyat le7 Brut / Net M2
A-) Fiyat Ozniteligine ait deger aralig1 B-) Briit / Net M2 6zniteligine ait deger araligi

LIZIK X L] L] L (]
0 50 100 150 200 2 2 6 8 10
Bina Yasi Kat Sayisi

C-) Bina yags1 6zniteligine ait deger araligit  D-) Kat sayis1 6zniteligine ait deger aralifi

LI I + +

25 50 75 100 125 150 175 200
Banyo Sayisi

E-) Banyo sayis1 6zniteligine ait deger aralig1

Sekil 3. Ozniteliklerin deger araligin1 gdsteren box-plot grafigi.

Aykiri degerlerin tespit edilmesi i¢in fiyat, briit/net m2, bina yasi, kat sayis1 ve banyo
ozniteliklerine ait hesaplanan ¢eyreklik degerleri, IQR, ortanca ve aykiri degerler Sekil 3’°de
yer alan grafiklerle sunulmus, en alt ve {ist ¢izgiler disinda kalan aykir1 degerler grafikte

nokta seklinde gorsellestirilmistir.
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Ozniteliklere ait deger araliklari belirlendikten sonra aykir1 veriler veri kiimesinden
kaldirilmigtir. Aykir1 degerler veri kiimesinden kaldirildiktan sonra konut veri adedi 757

olmustur. Kaldirilan aykir1 verilere ait 6znitelik ve veri adedi Tablo 5’de gdsterilmistir.

Tablo 5

Oznitelik ve her 6znitelige ait aykir1 veri adedi

Oznitelik Aykir veri adedi
Fiyat 69

Briit / net m2 76

Bina yags1 26

Kat sayis1 6

Banyo sayis1 27

Veri 0n isleme asamasinda, ikinci adim olarak eksik verilerin giderilmesi iizerinde
durulmustur. Veri tiiri sayisal olan eksik veriler, bulundugu kolon igerisinde yer alan
verilerin ortalamasi alinarak doldurulmustur. Veri tiirii kategorik olan veriler ise bulundugu

kolon igerisinde yer alan verilerin frekansi en yiiksek olanla doldurulmustur.

3.2.3. Karar Agaci

KA yontemi genel olarak siniflandirma problemleri i¢in tercih edilmekte ve sayisal
sonuca ulagmak amaciyla kullanilan RA i¢in de kullanilmaktadir. Bir karar destek araci olan
karar agaci1 tahmin veya simiflandirma sonucunu gorsel olarak aga¢ yapisina benzer bir
sekilde sunmaktadir (Uysal ve Giiyer, 2014). KA’da yer alan bagimsiz degiskenler bilgi
kazancina gore ayrilmakta ve tahmin islemi sirasinda tahmin edilen deger hangi aralikta ise

o araligin sahip oldugu ortalama deger sonucu dondiirmektedir (Aksehir ve Kilig, 2019).
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KA’nin en st kisminda yer alan diigiim “kok™ olarak nitelendirilmektedir. Kok
diigtim karar verme siirecinde en yiiksek etkiye sahiptir ve kok diiglimden asag1 dallara ve
yapraklara dogru inildik¢e bu etki azalmaktadir. Agaca ait kok diiglim ve dallar belirleyici
nitelik ile ayrilir ve bu belirleyici nitelik gini indeksi veya bilgi kazanci hesaplamasiyla elde
edilir. Entropi hesab1 yardimiyla bilgi kazanci bulunur (Akgetin ve Celik, 2014). Ayni

seviyede yer alan dallarin parametreleri ayni1 etkiye sahiptir.

Buna gore N adet deger alan bir A degiskeninin siniflandirilmasi i¢in gerekli olan
bilgi miktarmin hesaplanmasi Esitlik 3.4’de verilmistir. Si smifina ait &rnekler O; ile

belirtilmistir. Tek bir i 6gesinin S; sinifina ait olma olasilig1 P; ile gdsterilmistir.

Bilgi(04,0,,...,0,) = = X", p;logp; (3.4)

Bir A degiskeni lizerinden eldeki veri kiimesini homojen bir sekilde n adet alt kiimeye

boliinebilmesi i¢in gerekli olan entropi hesaplamasi Esitlik 3.5°de verilmistir.

01]+02]++On]

Entropi(A) = Y-, 5

Son kisimda bir degisken icin gerekli olan bilgi kazanci hesab1 Esitlik 3.6’da

verilmistir.
Bilgi Kazanct = Bilgi(0,,0,, ...0,) — Entropi(A) (3.6)

Tiim degiskenler icin bilgi kazanci1 hesabi yapilarak en yliksek degere sahip degisken
agacin ilgili diigiimiine atamasi1 gergeklestirilir. Her diigiim i¢in kalan degiskenler tizerinden
hesaplama iglemi siirdiiriiliir. RA her diigiim i¢in tahmin edilen toplam varyans azaltilir ve

ayrim gerceklestirilerek olusturulur (Akgetin ve Celik, 2014).
Sayisal ve kategorik degerlerle c¢alisabilmesi, dogrusal olmayan problemlerin

¢cozlimiinde basarili sonuglar iiretmesi ve tahmin sonucunun arkasinda yer alan yapiy1 gorsel

olarak sunabilmesi KA avantajlarindandir.
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3.2.4. Rassal Orman

RO yontemi Breiman tarafindan sunulmustur (Breiman, 2001). Yo6ntem birden fazla
KA’nin meydana getirdigi aga¢ toplulugudur ve hem siniflandirma hem de regresyon
problemleri i¢in kullanilabilmektedir. Topluluk icerisinde yer alan her bir KA veri
kiimesinden rastgele sekilde se¢ilmis olan alt kiimelere karsilik gelmektedir (Aksehir ve

Kilig, 2019).

Dort adimdan meydana gelen RO yontemi i¢in ilk adim KA sayisinin belirlenmesidir.
Ikinci adimda agaglarm sahip oldugu her diigiime rassal bir sekilde m adet degisken segilir
ve dallanma i¢in gini hesaplamasi kullanilarak en iyi dal belirlenir. Gini indeks sifirlanincaya
kadar diigimler iki alt dala ayrilir ve her bir yaprak diigiim bir sinifa karsilik geldiginde

dallanma sona erer (Okumus ve Aydemir, 2017).

Tahmin sonucu, aga¢ toplulugunda yer alan agaclardan elde edilen oy sonucuna gore
belirlenir (Ustali vd., 2021). En fazla oy tahmin sonucu olusturur. Olusturulan modelde
yeterli sayida KA olmast veri kiimesinin ezberlenme sorununu ortadan kaldirmaktadir

(Breiman, 2001).

Her bir KA’da yer alan her bir dzniteligin gini dnemi Esitlik 3.7’de verilmistir. O; bir
j diiglimiin 6nemi, A j diiglimiine ulasan 6rneklerin agirliklandirilmis sayisi, S diiglimiin
safsizlik katsayisi, diiglime ait sag dallanma ayrimi1 S. ve sol dallanma ayrimi S, olarak
gosterilmistir.

OU = A]SJ - AsojSSoj - AsajSSaj (37)

RO yonteminde hiper parametrelere farkli degerler atanarak birden fazla agac
olusturulmaktadir. Olusturulan bu agag toplulugu sayesinde KA hiper parametrelerinin sahip
oldugu tekillikten kaynaklanan performans degisikligi ortadan kalkmaktadir (Schonlau ve
Zou, 2020).
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3.2.5. Destek Vektor Makinesi

DVM verileri en uygun sekilde ayirmak amaciyla n boyutta bir hiper diizlem
olusturur (Kavzoglu ve Colkesen, 2010) ve bunun icin bir ¢ekirdek (kernel) fonksiyonu
kullanir. Bu sayede hem regresyon hem de siniflandirma problemlerinde
kullanilabilmektedir. Hiper diizlem olusumunda sif ayiricilart arasindaki mesafenin
maksimum olmasina ¢alisir (Kavzoglu ve Codlkesen, 2010). Bu maksimum mesafe
maksimum marjin olarak nitelendirilmektedir. Hinge Loss fonksiyonu ile bu mesafenin
maksimum olmas: saglanmaktadir (Xing ve Ji, 2018). Ilgili fonksiyon Esitlik 3.8’de

gosterilmistir.

0, egery=f(x)>1

1—y=x*f(x), ise (3-8)

(o () =

DVM’de egitim ornekleri regresyon icin Esitlik 3.9’da gosterilmistir ve bu
problemlerde yanit degiskeni olarak y;eR seklinde tanimlanmaktadir (Das vd., 2019).
[ =yl i 1=1 (3.9)

DVM, egitim kiimesinde yer alan verilerin benzer ve bagimsiz bir sekilde dagildigin
farz etmektedir. Cekirdek algoritmasit ve & hatasinin bulunmadigi fonksiyon DVM’nin
temelini olustururken dogrusal olmayan regresyon problemlerinde 6grenme yontemi Esitlik
3.10°da gosterilmistir. w agirlik vektord, (.) i¢ ¢arpim islemi ve b esik degeridir (Li vd.,
2009).

f(xX) = 0.d(x)+b (3.10)

Yapisal risk ilkesi goz oniine alindiginda riskin minimum seviyeye indirilmesi i¢in €
hatas1 g6z 6ntinde bulundurularak minimum w vektori bulunarak vektdriin normu minimize
edilir ve f(x) fonksiyonu bulunur (Bilisik, 2011). Baz1 kisitlamalar sebebiyle &;, &/ ile
gosterilen serbest degiskenler eklenmistir. Fonksiyon ve kisitlar Esitlik 3.11 ve 3.12°de
belirtilmistir (Smola ve Scholkopf, 2004). Sabit C> 0 degeri f ile £’den daha biiyiik
sapmalar oldugu zaman gz ardi edilen miktar arasinda kurulan dengeyi belirler. Bu

parametre kullanici tarafindan belirlenirken ¢ok biiyilkk veya cok kiiclik segilmesi
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simiflandirma bagarisini azaltir ve C = oo olma durumu yalnizca dogrusal problemler igin

uygun bir se¢imdir (Kavzoglu ve Colkesen, 2014).

Min: = [lol? + CXlo (& + &) (3.11)
Vi — < w,x; > b < ¢+ fi
Kisitlar: < w,x; > +b — y; < € + & (3.12)
Eiﬂfljk = 0

DVM i¢in kullanilacak kernel fonksiyonu ve uygun parametrelerin belirlenmesi
gerekmektedir. DVM’de kullanilan kernel fonksiyonlar1 ve matematiksel karsiligi Tablo
6’da sunulmustur. y,d,o0 ve w degerleri sirastyla kernel boyutu, polinom derecesi ve

pearson genisligi parametreleridir (Das vd., 2019).

Tablo 6
Kernel fonksiyonlar1 ve matematiksel esitligi
Kernel fonksiyonu Matematiksel esitlik
Polinom kernel K (x,y) = ((x.y) + 1D?
Normallestirilmis polinom kernel ((x.y) + D¢
Ky =

V(G y) + D4((r.y) + D4

1

Radyal tabanl fonksiyon kernel | g (x,y) = eVl

Person evrensel kernel (PUK) 1

K (x,y) = -
. 2$u—ywvﬂ%ﬂ—1
+
o

Dogrusal olmayan durumlarda DVM kernel fonksiyonlar1 sayesinde orijinal giris
uzayindan yiiksek boyutlu uzaya geg¢is yaparak kolay bir sekilde siniflandirma yapar. Yiiksek
boyutlu uzayda deger bulma islemi biitlin degerleri kapsayacak sekilde carpma iglemi yerine
kernel fonksiyonunda yerine konularak saglanir (Yakut vd., 2014). DVM dogrusal olmayan

problemler icin gergeklestirdigi basarili ve hizli islemlerle 6n plana ¢ikar.
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3.2.6. Yapay Sinir Ag1

Insan sinir hiicrelerine benzer bir yapida tasarlanan YSA, mantiksal islemlerin sayisal
olarak modellenebilecegini ortaya koymustur. YSA verilen girdileri ¢ikt1 tirettigi kara kutu
modeli olarak nitelendirilmesi sinir hiicrelerinde bilgi akiginin aksonlar yardimiyla

tasinmasina benzetilmektedir (Sen, 2004).

Yapay sinir hiicresinde giris kismindan alinan veriler sinir iizerindeki etkiyi
belirleyen agirliklar ile carpilarak toplama fonksiyonu yardimiyla esik deger ile toplanir ve
toplam sonucu aktivasyon fonksiyonuna sokularak ¢ikti elde edilir (Budak ve Erpolat, 2012).
Yapay sinir hiicre yapis1 Sekil 4’de sunulmustur (Ion vd., 2009).

X1
W
girdiler W, Zxiwi fFExiwi)
X; aktivasyon transfer
O > d Y
agirhiklar
W3
X3

Sekil 4. Yapay sinir hiicresi.
YSA’da toplam, carpim, en kiiciik, en biiylik, kiimiilatif ve ¢ogunluk fonksiyonlari

toplam fonksiyonu olarak tercih edilebilir. Bu toplam fonksiyonlarina ait esitlikler Tablo

7°de verilmistir.
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Tablo 7

Toplam fonksiyonlarina ait matematiksel esitlik

Fonksiyon Matematiksel esitlik
Toplam X
TG = Z Gi * Ai
i=1
Carpim o
TG = 1_[ Gi * Ai
i=1
En kiiciik TG = min (Gj * A;)
En biiyiik TG = max (G; * A;)
Kiimiilatif s
i=1
Cogunluk X

TG = z sgn (G; * A;)

i=1

Sonu¢ néronunun genel ¢iktisinin elde edilmesi igin aktivasyon fonksiyonundan

gecirilir ve genellikle aktivasyon fonksiyonu icin 0-1 arasinda ¢ikt1 degeri iireten sigmoid

secilir (Budak ve Erpolat, 2012). YSA’da dogrusal olmayan aktivasyon fonksiyonlarinin

tercih edilmesi ¢ok farkli ve karmasik problemlerin ¢éziimiinii saglar (Yavuz ve Deveci,

2012). Daha karmasik problemler igin tercih edilen sigmoid ve hiperbolik tanjant

fonksiyonlar1 Esitlik 3.13 ve 3.14’de verilmistir.

Sigmoid: a =

Hiperbolik tanjant: a =

z -z

e"—e

eZ+e %

(3.13)

(3.14)

Yalnizca girdi ve ¢ikt1 katmanina sahip olan YSA tek katmanli yapidadir ve karmagsik

islemleri hesaplayabilmek i¢in en az bir ara katmana ihtiya¢ duyar (Yilmazel vd., 2018).
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Bilgi akisi bakimindan yapay sinir hiicreleri ileri ve geri beslemeli olarak ayrilmaktadir.
Bilgi akist ileri yonli olan ileri beslemeli aglar girdi, bir veya iki gizli katman ve ¢ikt1
katmanina sahip olurken bu aglar cok katmanli ileri beslemeli aglar olarak da
adlandirilmaktadir (Takma vd., 2012). Geri beslemeli sinir ag1 ise en az bir sinir hiicresi
sonrasinda gelen hiicrelerce de beslenir ve veri akisi yalnizca ileriye dogru degil geriye dogru

da olabilir (Yavuz ve Deveci, 2012).

Cok katmanl yapiya o6rnek olarak iki giris ve iic katmana sahip sinir ag1 Sekil 5’te
gosterilmistir. Her katmanda bir veya daha fazla néron olarak nitelendirilen yapay sinir

hiicresi mevcuttur (Yilmazel vd., 2018).

gizli katman
'Q - ¢ikt1 katmani
X2 . . < ’ g
, S
........... 5 fe

.............

Sekil 5. Iki giris ve ii¢c katmana sahip sinir ag1.

Egitilmis bir YSA’nin eksik veya hatal1 verilerle dogru sonuca ulagabilmesi en biiyiik
avantajlarindandir. Bilgi sistemlerinde en kiiciik hatalara kars1 hassasiyet ¢cok fazladir ve
sistemde meydana gelecek bu hatalar hatali sonuglar iiretilmesine sebep olur. Ancak YSA’da
baz1 noronlarinda olusacak hasar ¢ikti sonuclarini benzer sekilde etkilemez. Sinir aginda
islem elemanlar1 paralel ¢alisma sayesinde hizli sonug iiretir (Aktas, 2003). YSA dogrusal
olmayan problemler icin de basarisiyla 6n plana ¢ikmaktadir (Tasar vd., 2018).
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3.2.7. Hiper Parametre Optimizasyonu

Satilik konut fiyatlarinin basarili bir sekilde tahmin edilebilmesi ve yiiksek boyuta
sahip veri kiimesinin neden oldugu hesaplama maliyetinin disiiriilmesi i¢in parametre

optimizasyonu olduk¢a 6nemli bir rol oynamaktadir.

Parametre sayis1 fazla ve hesaplama maliyeti yiiksek olan yontemler icin 6zellikle
derin 6grenme algoritmalarinda, Evrimsel Algoritmalar (EA) ¢ok sik tercih edilmektedir
(Tanyildiz1 ve Demirtag, 2019). Rastgele aramaya benzer bir ¢alisma yapisina sahip EA ile
belli parametrelerin degeri sabit tutularak her denemede az sayida deger degistirilerek model

sonuglar1 gézlenir ve en iyi sonucu veren parametreler secilir (Tanyildizi ve Demirtas, 2019).

GA da evrim siirecinin taklidini yapan ve evrime ait mutasyon, kalitim, ¢caprazlama
ve secim gibi teknikler kullanilarak en iyi parametrelerin tespit edilmesini saglayan bir
yontemdir. Parametre se¢imi i¢cin GA yardimiyla parametrelerden meydana gelen alt
kiimeler olusturulur. Parametrelerin yer aldig her alt kiime bir birey olarak kabul edilir. EA
sayesinde en iyi parametrelerin belirlenmesi icin bireyler arasi Ozellikler ¢aprazlama
seklinde degistirilebilir (Arunadevi ve Nithya, 2016). GA, parametre optimizasyonu i¢in
problemin yapisini1 dikkate almadan ¢ok karmasik yapiya sahip problemler igin ¢dziim

iiretebilir (Kahraman ve Ozdaglar, 2004).

3.2.8. Cogunluk Oylamasi

Topluluk Ogrenmesi (TO) yontemlerinden biri olan CO smiflandirma yéntemlerinin
birlestirilmesinde yaygin olarak kullanilir. CO basitligi ile 6n plana ¢ikmaktadir. Bireysel
yontemlerden elde edilen sonuglar arasinda oylama yapilarak en fazla oya sahip sinif etiketi
sonu¢ sinifin1 belirler (Onan, 2021). CO yardimiyla smiflandirma performansinda

iyilestirme gerceklestirilir.

CO ile yanls karar yalnizca yapilan hata ayni oldugunda veya yanlis smif etiketi

atayan yontemlerin sayisi1 fazla oldugunda olusur (Lam ve Suen, 1997).
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Tahmin sonucu ile siif etiketinin karsilastirilmasi sonucunda en fazla agirliga sahip
cogunluk oyu sonucu belirler. CO’ya ait denklem Esitlik 3.15’de sunulmustur (Rojarath vd.,
2016).

Sonug = Maksimum Y% Siuf Oyu (3.15)
3.3. Meta Model

Gergeklestirilen calismada satilik konut fiyatlarinin tahmin edilmesi i¢in Metot
boliimiinde anlatilan yontemler kullanilarak her bolgeye uygulanabilecek meta model

gelistirilmistir ve ilgili model yapis1 Sekil 1’de sunulmustur.

Satilik konut fiyatlarinin tahmin edilmesinde basarili sonuglar elde edilmesi igin
modelde kullanilacak veri kiimesinin hazirlanmast olduk¢a onemlidir. Gergeklestirilen
caligmada Canakkale iline ait satilik konut verileri kullanilmigtir. Canakkale iline ait bu
giincel veriler aktif olarak kullanilan bir emlak sitesi lizerinden web kaziyici olusturularak
elde edilmistir. Web kaziyici yardimiyla elde edilen satilik konut verileri belirli tarih
araliginda ¢ekilmistir ve bu sayede tahmin sonuglar1 genellenebilir olmustur. Olusturulan
web kaziyici sayesinde verilerin elde edilme islemi otomatiklestirilerek veri elde etme siireci
azaltilmis ve veriler hatasiz olarak elde edilmis ve excel formatinda saklanmistir. Elde edilen
ham veri kiimesi eksik ve giirtiltiilii veriler icerdigi i¢in ham veri kiimesine veri 6n isleme
adimlar1 uygulanmistir. Veri 6n isleme adimi sayesinde veri kiimesinin kalitesi arttirilarak
tahmin basaris1 da dogru orantili olarak arttirilmistir. Veri 6n isleme sonrasinda elde edilen
veri kiimesiyle kullanilan yontemlerin uygulanmasi veri madenciligi, metin madenciligi ve
MO gibi amaglar icin gelistirilen RapidMiner aractyla saglanmistir. Veri kiimesi egitim-test

ve validasyon kiimelerine ayrilmistir.

Ilgili calismalar incelendiginde meta modelde tercih edilen KA ve RO yontemi fiyat
tahmini arkasinda yer alan yapiy1 aga¢ olusturarak sundugu gorsellik ile YSA ve DVM
yontemleri de dogrusal olmayan problemlerdeki basarili sonuglari ile 6n plana ¢ikmaktadir.
Tahmin basarisinin arttirilmasi igin KA, RO, DVM ve YSA’ya ait hiper parametrelerin
optimize edilmesi dnemlidir. Her bir yontem EO’ya sokularak en iyi sonug¢ verecek hiper

parametreler belirlenmistir. Bulunan bu optimum hiper parametreler kullanilarak MO

27



yontemlerine k katlamali ¢capraz dogrulama uygulanmis ve bireysel tahmin sonuglar1 elde
edilmigtir. Capraz dogrulama igin kullanilan k degeri 10 olarak secilmistir. Capraz
dogrulama ile kullanilan veri kiimesinin ezberlenmesinin oniine gegilerek gerceklestirilen
tahmin dogrulugunun arttirilmasi amaglanmistir. Meta modelde kullanilan KA, RO, DVM
ve YSA yontemleri torbalama mantigiyla birlestirilmis ve TO yontemlerinden CO
uygulanmistir. Bireysel yontemlerden elde edilen sonuglar arasinda en yiiksek oyu alan
tahmin sonucu belirlemistir. Bu sayede tahmin sonucu tek bir yonteme birakilmamis ve

tahmin bagaris1 CO kullanilarak arttirilmistir.

3.4. Validasyon

Model performansinin degerlendirilmesi icin MO yontemlerinin
degerlendirilmesinde siklikla tercih edilen R? ve korelasyon katsayisi kullanilmis ve bu

performans metrikleri alt bagliklarda sunulmustur.

3.4.1. R Kare

Model performansinin degerlendirilmesi i¢in kullanilan hata metrigi R? tahmin
edilen deger ve gergek deger arasindaki baglantiy1 ortaya koyar. R%, 0 ve 1 degerleri arasinda
degismektedir. Bu deger 1’e ne kadar yakinsa tahmin edilen deger ile ger¢ek deger arasinda
bulunan iligki de o kadar yiiksektir. Genel olarak R? belirleme katsayis1 bir regresyonda
bulunan iligkinin sahip oldugu giicii gésteren bir dl¢iittiir (Kasuya, 2019). Bu 6lgiit Esitlik
3.16’da sunulmustur (Yildiz ve Abut, 2022). Y gercek deger, Y’ tahmin degeri ve Y gergek

degerlerin ortalamasini gostermektedir.

_ Z(Y—Y’)z

2
R==1 L(Y-1)2

(3.16)

3.4.2. Korelasyon Katsayisi

Korelasyon katsayist iki degisken arasinda bulunan iligkinin giiclinii ortaya

koymaktadir. -1 ve +1 degerleri arasinda degisen korelasyon katsayisi ters yonde bir
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korelasyon olustugunda -1, ayn1 yonde oldugunda ise +1 degerini almaktadir (Abay, 2013).
Gergeklestirilen ¢alismada korelasyon katsayist satilik konut fiyatlarinin gergek degeri ile

tahmin edilen deger arasindaki iligkiyi ortaya koymak i¢in kullanilmistir.

Korelasyon katsayis1 +1 degerine yaklastik¢a iligskinin giicli anlamli bir korelasyon
degerine ulagsmaktadir. Korelasyon katsayis1 formiilii Esitlik 3.17°de verilmistir (Cilgin vd.,

2020).

r = nzxy—(zx)(ZY) (3.17)

VnQx2)-Cx 2)4’"(23/ 2)_(231 2)
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DORDUNCU BOLUM
ARASTIRMA BULGULARI

Gergeklestirilen ¢alismanin bu boliimiinde KA, RO, DVM, YSA yoOntemlerine ait
hiper parametrelerin EO ile optimize edilmesi sonucunda elde edilen degerler, bireysel
yontemler ve gelistirilen meta modelin basart durumunun degerlendirilmesi i¢in kullanilan

R? ve korelasyon katsayis1 metriklerine ait sonuglar ortaya konulmustur.

4.1. Hiper Parametre Optimizasyon Degerleri

Calismada kullanilan MO yéntemleri CO’ya sokulmadan énce tahmin basarisini
arttirmak ve hiper parametre degerlerini optimize etmek i¢in EO ile hiper parametre
optimizasyonu gerceklestirilmistir. KA, RO, DVM ve YSA yoOntemlerine ait varsayilan hiper
parametre degerleri ve optimizasyon islemi sonucunda olusan hiper parametre degerleri

Tablo 8’ de sunulmustur.

Tablo 8. Optimizasyon sonucu elde edilen hiper parametre degerleri ve varsayilan degerler

Yontem | YOnteme ait parametre Hiper parametre degeri | Varsayilan deger
KA Maksimum derinlik 7 10

Minimum gain 0,032034 0,01

Minimum yaprak boyutu 9 2

Minimum bo6lme boyutu 27 4

Alternatif 6n budama sayis1 | 56 3
RO Agac sayis1 87 100

Makimum derinlik 72 10
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Tablo 8’in devami

SVM Kernel type Dot Dot
Maximum iterasyon 88 100000
Kernel cache 68 200
C 0,744815 0,0
Covergence epsilon 0,189686 0,001
L pos 0,239976 1,0
L neg 0,315595 1,0
Epsilon 0,810368 0,0
Epsilon_plus 0,263150 0,0
Epsilon_minus 0,441278 0,0

YSA Training cycles 141 200
Learning rate 0,134307 0,01
Momentum 0,134449 0,9
Error epsilon 0,140711 1,0E-4

Meta model ve bireysel yontemlerin tahmin performanslarinin degerlerlendirilmesi
i¢in R? ve korelasyon katsayis1 metrikleri kullanilmistir. Elde edilen sonuglar devam eden

alt bagliklarda sunulmustur.
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4.2. Korelasyon Sonuclari

Gergeklestirilen modelde optimizasyon sonucunda olusan hiper parametre degerleri
kullanilarak KA, RO, DVM, YSA yontemleri uygulanmis ve bu yontemler torbalama
mantigiyla birlestirilerek CO gergeklestirilmistir. Bunun sonucunda olusan bireysel

yontemler ve CO’ya ait korelasyon katsayisi degerleri Tablo 9°da gdsterilmistir.

Tablo 9

Korelasyon katsayisina ait degerler

Y ontem Varsayilan degerler ile elde | Optimizasyon degerleri ile elde
edilen korelasyon katsayis1 edilen korelasyon katsayis1

KA 0,650 0,702

RO 0,814 0,825

DVM 0,786 0,796

YSA 0,787 0,797

cO 0,811 0,836

Varsayilan degerler ile gergeklestirilen bireysel yontemler (KA, RO, DVM, YSA) ve
CO ile elde edilen korelasyon katsayisi incelendiginde RO yontemi 0,814 korelasyon
katsayisiyla en basarili sonucu iiretmistir. Bireysel yontemler EO ile optimize edildikten
sonra elde edilen optimizasyon degerleri kullanilarak gerceklestirilen bireysel yontemler ve
gelistirilen meta model sonucu 0,836 korelasyon katsayisi ile en basarili konut fiyat tahmin
sonucu lireten model olmustur. Ayrica optimizasyon parametreleri kullanilarak meydana
gelen tahmin sonuglar1 varsayilan degerler kullanilarak meydana gelen tahmin sonuglarina

gore daha basarili konut fiyat tahmini yapmaistir.
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4.3. R Kare Sonuclar

Calisma sonucunda bireysel yontemler ve CO ile meydana gelen R? hata metrigine

ait sonuclar Tablo 10°da verilmistir.

Tablo 10
Calisma sonucu olusan R? degerleri
Yontem | Varsayillan degerler ile elde | Optimizasyon degerleri ile elde
edilen R? degeri edilen R? degeri
KA 0,426 0,496
RO 0,665 0,685
DVM 0,621 0,636
YSA 0,620 0,637
¢O 0,659 0,701

Tablo 10°da verilen R? degerleri incelendiginde varsayilan degerler kullanilarak
gerceklestirilen yontemlerin iirettigi sonuclar, optimizasyon islemi sonucunda meydana
gelen hiper parametre degerleri ile gergeklestirilen bireysel yontemler ve gelistirilen meta
modelin iirettigi sonuca gore daha basarisiz olmustur. Gelistirilen meta model 0,701 R?

degeri ile en basarili tahmin sonucunu liretmistir.
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BESINCi BOLUM
SONUC VE ONERILER

Bu tez c¢aligmasinda, konut fiyatlarinda meydana gelen tutarsizlagsmanin
sonlandirilmasi ve fiyat standartinin saglanmasi icin farkli MO y&ntemlerini birlestiren bir
meta model olusturulmustur. Bu meta modelde KA, RO, DVM ve YSA yontemleri sagladigi
avantajlara gore tercih edilmistir. Aga¢ temelli yontemler tahmin sonucunun arkasinda yer
alan mantig1 gorsel olarak sunabilmektedir. KA’nin tekil bir agaca olan baglilig1 nedeniyle
olusan dezavantaji RO ile giderilmistir. DVM, kullandig1 kernel fonksiyonlar1 sayesinde
dogrusal olmayan problemleri hizli ve basarili bir sekilde siiflandirmaktadir. YSA ise
paralel ¢aligmasi, hata toleransi ve dogrusal olmayan problemleri hizl1 ve basarili bir sekilde

cozmesiyle tercih edilmistir.

Meta modelin egitimi ve testi i¢in Canakkale iline ait satilik konut verileri kullanilmig
ve bu veriler giincel olarak kullanilan bir emlak sitesinden belirli bir tarih araliginda web
kaziyic1 olusturularak elde edilmistir. Web kaziyici sayesinde zaman maliyeti diisiiriilmiis,
kullanilan veriler eksiksiz ve hatasiz olarak elde edilmistir. Verilerin belli bir tarih araliginda

cekilmesiyle model sonucunun genellenebilir olmasi saglanmaistir.

Meta modelden en iyi tahmin performansin1 almak adina KA, RO, DVM ve YSA
yontemlerine ait hiper parametreler EO ile optimize edilmistir. Optimizasyon sonucunda
olusan parametreler kullanilarak yontemler torbalama mantigiyla birlestirilmis ve CO’ya
sokulmustur. Bu sayede tahmin sonucu tek bir yonteme birakilmamais, bireysel yontemlerden
elde edilen tahmin sonuclar1 arasinda oylama yapilarak en fazla oy ile tahmin sonucu
belirlenmistir. Ek olarak bireysel modellerden kaynakli tekil hatalarin dniine gegilerek meta
modelin tahmin basarimi artirilmigtir. Model performansi korelasyon katsayis1 ve R? ile

degerlendirilmistir.

Tez ¢alismasinda gelistirilen meta model 0,836 korelasyon katsayist ve 0,701 R?
degeriyle en basarili satilik konut fiyat tahmin sonucu tiretmistir. KA ise 0,702 korelasyon
katsayis1 ve 0,496 R? degeriyle en diisiik tahmin performansina sahip yontem olmustur.
Gelistirilen modelde EO ile gerceklestirilen hiper parametre optimizasyonunun model

performansinin basarisina olan etkisini gostermek adma ayni adimlar varsayilan hiper
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parametre degerleriyle de gerceklestirilmistir. Hiper parametre optimizasyonu ile elde edilen
degerler kullanilarak gerceklestirilen her yontem (KA, RO, DVM, YSA, CO) varsayilan
hiper parametre degerleri kullanilarak olusturulan yontemlere gore daha basarili tahmin
sonuglar iretmistir. Elde edilen korelasyon sonuclar1 hiper parametre optimizasyonun
bireysel model bazinda en diislik %1,27 en yliksek %8’lik bir performans artis1 sagladigini
gostermistir. Meta model i¢in bu artis %3,08°dir. Benzer karsilastirma R? metrigi ile
yapildiginda bireysel modellerin performans artist %2,74-%16 aras1 degisirken bu artis meta

model i¢in %6,37 olmustur.

Elde edilen sonuglar, birden fazla farkli MO yontemini birlestiren meta modelin tek
modelli yaklagimlara gore basarim performansinin daha yiiksek oldugunu gostermektedir.
Bunun yaninda hem alt modeller hem de meta model i¢in hiper parametre optimizasyonunun

tahmin performansini arttirdigi goriilmiistiir.

Gelistirilen bu meta model, emlak alanindaki tiim paydaslar icin kullanilabilir
niteliktedir. Satici ve alic1 taraf i¢in emlagin belirli 6zellikleri girildiginde standartlagmis bir
fiyat tahmini yapmanin yani sira bankalar, tapu kadastro vb. paydaslar i¢cin de ekspertiz

ihtiyacini karsilama potansiyeli bulunmaktadir.

Modelin hali hazirdaki {istiin basarisi, gelecek calismalarda kullanilacak veri
kiimesinin daha genis bir tarih araliina yayilmasi, doviz kurlari, borsa endeksleri, gayrisafi
milli hasila vb. ekonomik faktorlerin ve emlaklar i¢in konum bilgisinin de eklenmesi ile daha

da artirilabilir.
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